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Umela inteligence

Umeéla inteligence je schopnost stroju (pocitacu) vykonavat lidské
cinnosti jako je ucit se, premyslet, resit ulohy, vnimat a rozhodovat.
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Machine Learning
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The subset of machine learning
composed of algorithms that permit

software to train itself to perform tasks,
like speech and image recognition, by
exposing multilayered neural networks to
vast amounts of data.




NejdulezitéjSi podmnoziny Al

e Zpracovani jazyka (Natural Language Processing, NLP)
* analyza a generovani lidského jazyka

* Pocitacové videni (Computer Vision, CV)
e zpracovani a analyza obrazovych dat

* Expertni systémy
* rozhodovani na zakladé pravidel a logiky

e Strojové uceni (Machine Learning, ML)
* analyza dat a predikce



Strojove uceni

Strojové uceni je podoblast Al, ktera se vénuje algoritmim, které
jsou schopny ucit se z dat a provést zobecnéni na nevidéna data.
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Supervised learning

» Klasifikace — pro vstupni data mame na vystupu konecny pocet
hodnot

* Regrese - pro vstupni data mame na vystupu nekonecny pocet
hodnot
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Unsupervised learning
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Neuronoveé site

Forward Propagation
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Backward Propagation
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Fyzikalni zakony a neuronova sit

Deep Learning Physics Knowledge

Naviers-Stokes loss
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FOM Solution at t = 0.00

Simulace
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V. Asszonyi: Fyzikalné informované neuronoveé sité a jejich aplikace, diplomova prace
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Dekuji za pozornost



